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Resumen:  Se  analiza  la  información  contenida  en  archivos  digitales  de  música  con  el  fin  de  determinar  parámetros
representativos de un género musical para ser usados como entradas a un sistema clasificador implementado con Redes
Neuronales  Artificiales.  Primero se  introduce al  término de red neuronal  artificial  y  luego  se  presenta  la  extracción de
parámetros de los archivos de música, la cual, se realiza haciendo uso de análisis en el dominio del tiempo, de la frecuencia, y
haciendo análisis de Fourier.
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I. INTRODUCCIÓN

El término 'red neuronal' es un término biológico, y aquello a lo que nos referimos como redes neuronales
debería ser llamado redes neuronales artificiales (ANNs). Aun así, se usarán los dos términos como sinónimos en
este informe. Una red neuronal real es una colección de neuronas, las pequeñas células de las que se compone
nuestro  cerebro.  Las  ANNs  intentan  modelar  estas  estructuras  biológicas  tanto  en  operatividad  como  en
arquitectura. Existe un pequeño problema: no se sabe del todo cómo funcionan las redes neuronales biológicas.
Sin embargo, sí sabemos la estructura de una neurona aislada.

El modelo básico de neurona consiste de la sinapsis, el soma, el axón y las dendritas.  Las sinapsis son
conexiones entre neuronas - no son conexiones físicas,  sino minúsculos espacios que permiten a las señales
eléctricas  saltar  de  neurona a neurona.  Estas  señales  eléctricas  pasan a través  del  soma que realiza  alguna
operación y envía su propia señal de salida hacia el axón. El axón entonces distribuye la señal a las dendritas.
Las dendritas llevan la señal de salida hacia varias sinapsis, y el ciclo se repite. 

De la misma manera existe un modelo básico de neurona artificial. Cada neurona tiene un cierto número de
entradas,  cada  cual  tiene  un  peso  asignado  a  ellas.  Los  pesos  simplemente  son  un  indicador  de  cómo de
'importante' es la señal de entrada para la salida. Entonces el valor neto de la neurona es calculado - el neto es
simplemente una suma ponderada,  la suma de todas las entradas multiplicada por su peso específico. Cada
neurona tiene su propio valor único de umbral, y si el neto es mayor que el umbral, la neurona se dispara (o da
un 1 como salida), sino se mantiene en silencio (da un 0 como salida). La salida entonces alimenta a todas las
neuronas que están conectadas a ella.

Las formas de entrenamiento y/o aprendizaje para las redes neuronales incluyen retropropagación (back-
propagation), la regla delta (delta rule) y el aprendizaje de Kohonen. La mayoría de estas reglas pueden ser
divididas en dos categorías - supervisadas y no supervisadas. Las reglas del aprendizaje supervisado requieren un
'profesor' para que les diga cuál es la salida deseada para una entrada dada. Las reglas de aprendizaje entonces
ajustan todos los pesos necesarios (esto puede ser muy complicado en redes), y el proceso completo vuelve a
empezar  hasta  que  los  datos  pueden  ser  analizados  correctamente  por  la  red.  Las  reglas  de  aprendizaje
supervisado incluyen retropropagación y la regla delta. Las reglas sin supervisión no requieren profesores puesto
que producen su propia salida que será posteriormente evaluada. 

Una red consiste en diferentes "capas" de neuronas, una capa de entrada, capas ocultas, y capas de salida.
Las capas de entrada toman la entrada y la distribuyen en las capas ocultas (así llamadas ocultas porque el
usuario no puede ver ni sus entradas ni sus salidas). Éstas realizan toda la computación necesaria y envían el
resultado a la capa de salida, la cual envía la salida al usuario. 



                                   Figura 1: Estructura general de una red neuronal con dos capas ocultas. 

II. DESARROLLO

Debido a la masificación del Internet y el creciente fenómeno de distribución de música a través de éste,
surge la necesidad de clasificar la música de manera automática. A través de Redes computacionales, hoy en día
es  posible  compartir  bases  de  datos  de  música  en  formato  digital  sin  problemas  y  como consecuencia  es
necesario contar  con  métodos  eficientes  que  permitan  la  búsqueda y  organización de  dichas  bases.  Se  han
realizado múltiples estudios con el fin de establecer cuales son aquellas características que constituyen un estilo
musical, que parámetros son relevantes para hacer la clasificación y cuáles son las técnicas de aprendizaje de
máquina más efectivas para procesar dicha información. 

A raíz de todo lo anterior, se realizó un estudio de la información contenida en los archivos digitales de
música con la finalidad de determinar parámetros representativos de un determinado género musical que luego
son  usados  como  entrada  a  un  sistema  clasificador  implementado  con  Redes  Neuronales  Artificiales.  La
extracción  de  estos  parámetros  se  realizó  utilizando  análisis  en  el  dominio  del  tiempo,  el  dominio  de  la
frecuencia y la Transformada de Wavelet (comparación de señales). Para esto se implementaron tres topologías
diferentes de Red Neuronal: Perceptrón multinivel, Red de funciones de base radial (RBF) y Adaboost. Dicho
estudio se realizó enfocado hacia la clasificación de canciones de tres géneros: Merengue, Salsa y Vallenato.
Centrándose  en  la  identificación  y  extracción  de  características  relevantes  y  que  puedan  ser  usadas  como
entradas a una Red Neuronal Artificial. 

Para lograr todo esto se hicieron análisis extrayendo características a partir de archivos digitales de música
en formato WAV, así como el pseudo-código de los algoritmos de entrenamiento que fueron empleados para cada
una de las tres topologías de red que fueron implementadas y probadas. Los parámetros que son extraídos a
partir de las canciones pueden ser divididos en tres grupos: el primero de ellos se realiza por medio de un análisis
en tiempo que hace uso de la correlación. El segundo grupo de parámetros se basa en un análisis en frecuencia
que utiliza la Transformada de Fourier  y  se aplica a  diferentes  intervalos  de frecuencia.  Esto es,  aplicar  la
transformada discreta  de  Fourier  sobre  una  señal  sobremuestrada  con  el  fin  de  tomar  los  coeficientes  mas
cercanos a las frecuencias centrales de las bandas críticas. El último grupo de parámetros se obtiene a partir de la
extracción de dos aportes rítmicos independientes haciendo uso de la Transformada de Wavelet. 

De manera muy general, la Transformada Wavelet de una función f(t) es la descomposición de f(t) en un
conjunto de funciones ψs,τ (t), que forman una base y son llamadas las “Wavelets”. La Transformada Wavelet se
define como:

W f ( s , τ )=∫ f (t )Ψ s ,τ
¿ (t )dt

Las Wavelets son generadas a partir de la traslación y cambio de escala de una misma función wavelet ψ(t),
llamada la “Wavelet madre”, y se define como:



Ψ s , τ
¿ (t )=

1

√s
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donde s es el factor de escala, y τ es el factor de traslación. 
Para este estudio se utilizó como función madre el "sombrero mexicano" definido por:

Ψ t=( 2√3 π
−0.25)(1−x2)e

−x2
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Los  parámetros  obtenidos  surgen  de  la  descomposición  de  la  señal  en  2  componentes  ortogonales,
denominadas patrones rítmicos (Figura 2). 

Se extraen un total de 33 parámetros, 5 basados en análisis en tiempo, 5 basados en análisis en frecuencia y
23 a partir de la transformada Wavelet. 

Mediante la utilización de otra transformación matemática (Transformación de Karhunen – Loéve)  se busca
descartar el contenido poco informativo que es usado como entrada a la Red Neuronal Artificial. Esto permite
además reducir la complejidad del modelo ya que se reduce la dimensionalidad del espacio de entrada, dando
como resultado, la selección de las 20 combinaciones lineales más representativas de parámetros iniciales.

Las tres topologías de redes neuronales utilizadas están descriptas a continuación: 

A. Perceptrón multinivel

El  perceptrón  multinivel  de  una  capa  escondida  se  entrena  utilizando  propagación  inversa  del  error
(Backpropagation).

B. Red de funciones de Base Radial (RBF)

Una red cuyas funciones de activación son gaussianas, es la segunda topología empleada.

C. AdaBoost

Adaboost se emplea como algoritmo de aprendizaje con el objetivo de disminuir el error de evaluación a
medida que la red se sigue entrenando, incluso después de que el error de entrenamiento ha alcanzado el valor de
cero. En este caso se escoge como clasificador débil una red de funciones de base radial de 11 neuronas puesto
que presenta una buena relación entre el tiempo de entrenamiento y el porcentaje correcto de clasificación. 

III. RESULTADOS

Los resultados obtenidos para cada una de las topologías empleadas fueron los siguientes:

A. Perceptrón multinivel

Figura 2: Fragmento original antes de procesar (Izq.) y patrones rítmicos extraídos (Der)



Se puede observar que el error promedio de clasificación para el conjunto de validación es bastante similar
para los diferentes órdenes de la red, y no se presentan mejoras significativas al aumentar el número de neuronas
de la capa oculta. El porcentaje promedio de clasificación correcta tiene su máximo para la red con 6 neuronas
en la capa escondida, con un porcentaje de acierto del 72.25 %.

B. Red de funciones de Base Radial (RBF)

Se observa que el porcentaje promedio de clasificación aumenta a medida que se agregan neuronas a la capa
escondida. El porcentaje promedio de clasificación correcta tiene su máximo para una red con 19 neuronas en la
capa escondida, con un porcentaje promedio de acierto del 76.89 %.

C. AdaBoost

Para el clasificador Adaboost, mientras el error de entrenamiento baja hasta la iteración 10000 a un valor
mínimo de 0.0022, el error de evaluación total también disminuye para los tres géneros.

IV. CONCLUSIONES

El estudio realizado acerca de la obtención y extracción de parámetros relevantes, a partir de un archivo de
música en formato digital, muestra que las características utilizadas son apropiadas y permiten diferenciar entre
los  tres  tipos de  géneros  que  forman parte  de  este  estudio.  Los  resultados  arrojados  por  los  clasificadores
implementados corroboran la afirmación anterior, ya que de no ser así, la categorización de canciones no hubiese
mostrado  los  satisfactorios  resultados  obtenidos,  constituyendo  un  aporte  importante  al  campo  de  la
Clasificación de señales de Audio. Se destaca además la importancia de la transformada de Fourier y de Wavelet
como útiles herramientas de cálculo a la hora de llevar a cabo el estudio.
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